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Abstract. The proposed article describes transfer learning and FEarth Mover’s Distance (EMD)
methodology application in machine learning. The goal was to find out the shortest distance among three datasets
in order to identifyt dataset, which is more suited for neural network pretraining.

The experiment was completed using Python programming language and Jupyter Notebook. Neural
network pretrained on ImageNet dataset was applied as feature extractor. The extracted feature vectors of datasets
were applied to calculate the minimal distance using EMD algorithm.
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levads

Neirontikli ir matematiskais modelis, kas lauj datoriem patstavigi atrast aproksimacijas
funkciju, lai Tstenotu datu klasifikaciju. So tiklu apmaci$ana sakas ar ievadito datu analizi. Lai
paatrinatu neirontiklu apmacisanu tika izgudrota metode "transfer learning”, kura balstas uz
apmacita neirontikla atkartotas izmantoSanas. "Transfer learning” metode lauj atkartoti
izmantot gan apmacita neirontikla dalu, gan visu modeli jaunas problémas risinasanai.

2018. gada pétnieku grupa Cui u.c. méerija atskiribu starp datu kopam. Rezultata autori
izgudroja attaluma mériSanas metodologiju, pielietojot Earth Mover’s Distance (EMD), lai
izvéletu atbilstosu datu kopu “transfer learning” metodei. [2]

Pétijjuma meérkis: izmantojot EMD metodologiju izmérit distanci starp $adam datu
kopam: PlantPath2020, Animals un Flowers.

Hipoteze: EMD attalums starp izvelétam datu kopam bus dazads.

Pétniecibas metode: apraksto$a metode, eksperimentala metode, EMD metodologija.

Materiali un metodes

AprakstoSaja metodé mes detaliz&ti izpetisim un, apkopojot informaciju un pamatojoties
uz daudzveidigas literatiiras aprakstiem, raksturosim tuvaku datukopu mekl&Sanu balstoties uz
"Earth Mover’s Distance"” metodes.

Eksperimentalaja metodé més, izmantojot Python programmésanas valodu, caur Jupyter
Notebook (timekla lietojumprogrammu) apstradasim datu kopas, pielietojot “ImageNet”
priekSapmacitu neirontiklu raksturigu pazimju mekléSanai, un veiksim 1saka cela mekléSanu,
tadgjadi analizgjot un veicot secindjumus par iegiitiem rezultatiem.

Istenojot eksperimentu, tika pielietotas $adas tehnologijas un risinajumi:

e Python programmesanas valoda;
Jupyter Notebook;
Tensorflow;
ImageNet priek§apmacitajs neirontikls ar MobileNetV2 arhitektiiru;
Datu kopas: PlantPath2020 [5], Animals [6] un Flowers [7];
Simpleks metode;
Dators ar Intel Core i5-8250U procesoru.

Transfer learning
Lielas datukopas apstrade un anotéSana ir laikietilpigs un relativi darga, tapéc dzilu
macibu modelu izmantoSana nav tik vienkarsa. Lai parvarétu So problému, p&tnieki ir izp&tijusi,
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ka zinaSanas par iepriek$&jiem objektiem palidz atpazit jaunus objektus, izmantojot to Iidzibu
un saikni ar jaunajiem objektiem. Pamatojoties uz So ideju, dazi pétijumi liecina, ka
klasifikacijai var izmantot dzilas maciSanas modelus (deep learning models), kas apmaciti
citiem klasifikacijas uzdevumiem [3]. Tadgjadi neirontikla modelus, kas apmaciti konkrétai
datu kopai vai uzdevumam, var pielagot jaunam uzdevumam pat no cita doména. ST pieeja ir
pazistama ka transfer learning.

Datoru redz&juma neironu tikli parasti mégina noteikt malas to agrakajos slanos, formas
vidgja slani un dazas uzdevumam raksturigas iezimes vélakos slanos. Ar parejas macisanos
(transfer learning) tick izmantoti agrakie un vidgjie slani, un tikai p&dgjie tiek apmaciti no jauna
(skat. l.att.). Tas palidz izmantot mark&tos datus par uzdevumu, uz kuru ta sakotngji tika
apmacita. Pieméram, modelim, kas apmacits atpazit mugursomu uz attéla, tiek parapmacits
atpazit saulesbrilles. Iepriek$€jos slanos modelis ir iemacijies atpazit objektu pamatipasibas, ka
linijas, krasas, tekstiiras, utt., bet pedgjos slanos, tas kombing §is Tpasibas sarezgitakas
raksturipasibas, pieméram, geometriskas figtiras.

[ Old Classifier ] [ New Classifier ]

[ CNN Layer ] [ CNN Layer ]

[ CNN Layer J - [ CNN Layer ]

[ CNN Layer J [ CNN Layer ]
Input Input

1. att. Transfer learning konceptuals modelis [3]

Lai paatrinatu masinapmacisanu (machine learning) un neirontiklu klasifikacijas
precizitati, pétnieki péc iesp&jas izmanto gatavus modelus no iepriek$gjiem uzdevumiem,
izvelgjoties veiksmigakus risinajumus jaunu uzdevumu izpildisanai.

Raksturigu iezimju meklesSana
Klasifikacijas “funkcijas™ atrasana ir galvenais maksliga intelekta uzdevums. Tas iegiist
visatbilstosakas att€la iezimes un pieskir tiem semantiskas nozimes. Att€lu klasifikacija
1z8kiroSs solis ir analiz&t att€la TpaSibas un sakartot skaitliskas pazimes klas€s. Klasifikacijas
funkcijas iegisana balstas uz $adu 1pasibu analizes:

e Krasu iezimes (color features). Attelu klasifikacija un att€lu iegtisana krasa ir
vissvarigaka iezime. Krasu histogramma ir visizplatitaka krasu iezimju
iegiiSanas metode. To uzskata par krasas sadalijumu attéla. Krasu funkcijas
efektivitate ir saistita ar faktu, ka tie ir neatkarigi un nejutigi pret attéla izméru,
pagrieSanu un talummainu;

e Tekstiras Tpatnibas (texture features). Tekstiiras iezZimju iegiiSana ir loti izturiga
metode lielam att€lam, kura ir atkartots regions. Tekstiira ir pikselu grupa, kurai
ir noteikts raksturojums. Teksttras pazimju metodes iedala divas kategorijas:
telpiskas faktiiras pazimju iegtiSana un spektralas faktiiras pazimju izvilkSana;
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e Formas ipasibas (shape features). Formas pazimes tiek loti izmantotas objektu
atpaziSana un formas apraksta. Formas pazimju iegiiSanas pan€mieni tiek
klasificéti ka: regiona un kontiiras bazes. Kontiirmetodes aprékina pazimi no
robezas un nenem vera tas iekSpusi, savukart regiona metodes aprékina pazimi
no visa regiona.

Attélu segmentéSana starp attélu atpaziSanas metodeém
Attelu segment€Sana ir objekta telpiska regiona konstatéSana analizes attéla, lai iegiitais
gabals biitu precizs objekta att€lojums, kas ir daudz mérktiecigaks un vieglak analiz&ams.
Eksiste divi objekta segmentésanas veidi, pamatojoties uz kameras mobilitates[3]:
e segmentacija ar statisko kameru;
e segmentacija ar kustigo kameru.
Statiskas kameras gadijuma, ta atrodas noteikta vieta ar fiksétu skata lenki, kad objekts
un fons ir stingri nemainigi. Kustigas kameras gadijuma, att€ls visu laiku mainas, - $ada
segmentacija ir sarezgitaka, jo redzama scéna visu laiku ir dazada.

"Transfer learning" apmﬁcibas shéma
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Nemot veéra interes€joSo izvéleto domeénu, no sakuma neirontikls tiek apmacits atlasitaja
apakskopa no avota doména, pamatojoties uz piedavato lidzibas mérijumu, un péc tam precizi
noregul&jam mérka doménu.

"Transfer learning" apmacibu ir atpaziSanas ipasibu parvietoSana no avota doména
(source domain) uz mérka doménu (target domain) (skat. 2.att). Darbu, kadu nepiecieSams
pielietot, lai parmacitu neirontiklu klasificét att€lus no cita doména, sauc par datukopas
attalumu. Doménu attalumu var aprékinat, pielietojot "Earth Mover’s Distance" (EMD) [4].

Earth Mover's Distance

Attaluma meriSana starp entitijam ir pamatfunkcija, kas tiek pielietota daudzos analizes
uzdevumos. Piem., cela mekléSana, datu ieguve, datu mekléSana, kopu veidoSana un
klasifikacija ir atkariga no attaluma merijumiem starp objektiem. "Earth Mover’s Distance",
kas pazistams ar1 ka diskrétais VaserSteina attalums, ir izstradats, lai izméritu attalumu starp
diviem varbiitibas sadalijumiem. VaserSteina attalumam, papildus lietojumiem attélu iegtiSana,
ir svarigi pielietojumi masinmacisanas (machine learning) joma. [1]

Katra kopa ir vidgji liela (200 — 500Mb). Kopu analizei tika izmantota EMD
metodologija, kur ar generativo modeli izveido paraugu kvalitati, mérot attalumu starp
sintétiskajiem paraugiem un sakotn&jiem datiem. EMD vél nav atradusi plaSu piemérosSanu. Tas
ir saistits ar ta lielo skaitloSanas sarezgitibu — kubiska sarezgitiba no datu kopas lieluma, kas
neatlauj to pielietot loti lielam, miljonu vai vairak objektu, kolekcijam.
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Rezultati un to analize
Eksperimenta veikSanai tika sagatavotas tris datu kopas ar fotoattéliem ‘JPEG’ formata:
PlantPath2020 [5], Flowers [7], Animals [6]; un kods, kas tika izpildits Jupyter Notebook vide.
Vispirms tika lejupieladéts jau gatavs ImageNet priekSapmacits neirontikls, kas tika
izmantots katras klases pazimju iegiiSanai (feature extraction), (skat. 3.att.).

model = tf.keras.applications.MobileNetVv2(
input_shape=(224, 224, 3),
alpha=1.0,
include_top=True,
weights="imagenet”,
input_tensor=None,
pooling=None,
classes=1000

)

model = tf.keras.models.Model( inputs=model.inputs, outputs=model.layers[-2].output )
model.compile( optimizer="adam', loss='categorical_crossentropy', metrics=['accuracy'] )
model. summary ()

DIUCK IO UEpP WL SE BN (B UCTNOr {NOre ;75 3Uowy e TIUCK IO UEpTIIwWD rerre]

block_16_depthwise_relu (ReLU) (None, 7, 7, 96@) 5] block_16_depthwise Bn[©][@]
block_16_project (Conv2D) (None, 7, 7, 320) 307200 block_16_depthwise_relu[e][e]
block_16_project_BN (BatchMorma (None, 7, 7, 320) 128 block_16_project[e][e]

Conv_1 (Conv2D) (None, 7, 7, 1280) 499600 block_16_ project_BHN[@][@]
Conv_1_bn (BatchMormalization) (None, 7, 7, 1289) 5128 Conv_1[e][e]

out_relu (RelLU) (None, 7, 7, 1280) 5] Conv_1_bn[a][e]
global_average_pooling2d (Globa (None, 128@) =] out_relul[e][e]

Total params: 2,257,984
Trainable params: 2,223,872
Mon-trainable params: 34,112

3.att. Pazimju iegiiSanas neirontikla sagatavoSana

Katrai datu kopai ar “ImageNet” neirontikla palidzibu tika izveidota pazimju matrica jeb
vardnica. Tas nozimé, ka neirontikls apstrada katru kopas elementu un izvada vektoru ar
vidgjam skaitliskam vertibam, kur katra vertiba ir attiecinama uz noteiktu pazimi fotoattéla
(skat. 1. - 3. tabulu).

1. tabula
Datu kopas “PlantPath2020” pazimju skaitlisko vértibu piemérs (15 pirmas)
Klases 0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
healthy | 0,04 | 0,25 | 0,12 | 0,24 | 0,32 | 0,23 | 0,17 | 0,09 | 0,04 | 0,02 | 0,07 | 058 | 08| 0,51 | 0,3 ]| 0,25
rust 003013011006 )045]023|018] 012|005 0,01 0,08 | 0554 0,63 | 0,64 | 0,36 | 0,17
scab 0,02 | 0,19 | 0,27 | 0,08 | 0,36 01017008 0,02 001 007|037 068 | 0,38 0,2 | 0,13

2. tabula
Datu kopas “Flowers” pazimju skaitlisko vertibu piemérs (15 pirmas)
Klases 0 1 2 3 4 5 6 7 8 9| 10| 11| 12| 13| 14| 15
daisy 0,03 | 0,71 | 0,01 | 0,04 | 0,06 | 0,18 | 0,03 | 0,08 | 0,15 | 0,02 | 0,06 | 0,06 | 0,09 | 0,12 | 03 | 0,12
dandelion | 0,07 | 040,01 025|004 | 03]002]|005] 0,5 006 | 0,42 | 0,19 | 0,03 | 0,17 | 0,08 | 0,14
rose 0,09 | 0,61 | 0,04 | 007 | 03029 | 03| 01016 |0,11|0,09 015|011 | 03016 | 0,11
sunflower | 0,09 | 0,63 | 0,01 | 0,21 | 0,09 | 0,24 | 0,13 | 0,19 | 0,1 | 0,03 | 0,15 | 0,09 | 0,13 | 0,26 | 0,12 | 0,13
tulip 0,07 | 06001 |006]014 0728|0418 | 0312|0118 | 0,08 | 0,04 | 0,07 | 0,08 | 0,15 | 0,25 | 0,15
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Datu kopas “Animals” pazimju skaitlisko vertibu piemérs (15 pirmas)

3. tabula

Klases 0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
butterfly 0,09 0,3 |0,02]|004|0,07]0,14 005|007 )0,04]|002]023]|0,05)0,07]0,19 | 0,16 | 0,04
dogs 0,04 | 0,18 | 0,08 | 0,02 | 01 | 0,07 | 0,09 | 0,09 | 0,07 | 0,01 | 0,06 | 0,06 | 0,07 | 0,1 | 0,07 | 0,06
elephants | 0,08 | 0,11 | 0,05 | 0,04 | 0,09 | 0,24 | 0,08 | 0,03 | 0,03 | 0,02 | 0,11 | 0,05 | 0,47 | 0,07 | 0,15 | 0,06
horses 0,22 | 0,12 | 0,08 | 0,01 | 0,1|0,05] 008|003 008]|0,03]|004]| 002|016 | 012 | 0,23 | 0,03
Talak katrai datu kopai tika aprékinata klasu varbtitiba (skat. 4. — 6. tabulas).
4. tabula
Datu kopas “Animals” klaSu varbiitibas
Varbiitiba
Butterfly 0,22
Dogs 0,38
Elephants 0,15
Horses 0,25
5. tabula
Datu kopas “Flowers” klasu varbiitibas
Varbiitibas
Daisy 0,18
Dandelion 0,24
Rose 0,18
Sunflower 0.17
Tulip 0.23
6. tabula

Datu kopas “PlantPath2020” klasu varbiitibas

Varbiitibas
Healthy 0,30
Rust 0,36
Scab 0,34

Talak notiek datu kopu salidzinasana sava starpa jeb distances vektoru mekl€Sana starp
divu datu kopu klasém, pielietojot pazimju vardnicas vektorus. Vispirms tiek pieslégtas divas
datu kopas vardnicas (skat. 10. att.), tad pielietojot Eiklida distances formulu tiek aprékinati

attalumi starp divam klasém (skat. 7.- 9. tabulu).

source =
target =

pd.read _csv('C:/JIProjects/Results/1 PlantPath2e20 Dataset.csv', sep=";', header=8, index col=e)
pd.read csv('C:/JIProjects/Results/1 flowers Dataset.csv', sep=';', header=e, index col=8)

10. att. Datu kopu pazimju vardnicu pieslégsana

Distan¢u vektori starp datu kopu klasém (Flowers — Animals)

Butterfly Dogs Elephants Horses
Daisy 5,23 6,09 7,24 6,16
Dandelion 4,28 4,70 6,42 4,87
Rose 5,65 6,80 7,12 6,43
Sunflower 6,01 7,04 7,59 6,82
Tulip 4,36 4,94 6,53 4,92
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Distancu vektori starp datu kopu elementiem (PlantPath2020 — Animals)

8. tabula

9. tabula

Butterfly Dogs Elephants Horses
Healthy 11,45 13,09 12,05 12,47
Rust 9,45 11,00 10,37 10,50
Scab 9,43 10,91 10,35 10,39
Distancu vektori starp datu kopu elementiem (PlantPath2020 — Flowers)
Daisy Dandelion Rose sunflower tulip
Healthy 11,33 11,31 10,09 10,92 11,18
Rust 9,73 9,47 8,64 9,39 9,42
Scab 9,68 9,44 8,59 9,48 9,41

Tad, izmantojot “Simplex” metodi, tick aprékinats minimalais attalums starp pasam datu
kopam saskana ar EMD metodologiju, kur mazaks skaitlis nozimé mazaku attalumu jeb
lidzigakas pazimes starp divu datu kopu klasém. Rezultati tika apkopoti tabula (skat. 10.

tabulu.).

Distances starp datu kopam

Merka datu kopa
Plants Flowers Animals
Plants 0 9,77 10,95
Avota datu Flowers 9,77 0 5,59
kopa -
Animals 10,95 5,59 0
Secinajumi

10. tabula

Izmantojot EMD algoritmu tika aprékinats attalums starp tris datu kopam, kur mazaka
iegiita vertiba pec datu kopas apstradasanas, noradija uz mazako attalumu starp datu kopam.
Mazakais attalums starp izvéléto datu kopu un citu datu kopu nozimg, ka algoritms ir atradis
lidzigas iezimes datu kopu elementu starpa.

Miisu experinments paradija, ka mazakais attalums ir starp datukopam “Animals” un
“Flowers” un ta vertiba ir ~5,6.
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